Mesterséges intelligencia oktatasa a BGE KKK-n

Mesterséges intelligencia oktatasa a BGE KKK-n

Budai LaszI6 1, Bolcskei Attila?, Keresztes Eva Réka °, Talata Istvan®
tegyetemi docens, 2fSiskolai tandr, Sadjunktus, *fSiskolai tanar
234Budapesti Gazdasagi Egyetem, Kiilkereskedelmi Kar,
Téarsadalomtudomanyi Mddszertan Tanszék, Budapesti Gazdasagi Egyetem,
Kiulkereskedelmi Kar, Nemzetkdzi Kereskedelem és Logisztika Tanszék
E-mail: budai.laszlo@uni-bge.hu, bolcskei.attila@uni-bge.hu,
keresztes.eva@uni-bge.hu, talata.istvan@uni-bge.hu
DOI: 10.29180/978-615-6342-61-4 12

Osszefoglalas: A mesterséges intelligencia régebbi multra tekint vissza, mint
azt sokan sejtenék, de napjainkra mar elengedhetetlen technologiai
lehetdségeket tartogat, az ¢élet minden teriiletére vonatkozoan. A leendd
munkavallalok versenyképességének megdrzése az egyetemek és vallalatok
kéz6s célja. Ennek érdekében indult (tjfra a BGE KKK-n egy
gyakorlatorientalt megkdozelitési kurzus. A tanulmany célja, hogy bemutassuk
a mesterséges intelligencia oktatasanak egy lehetséges felépitését.

Kulcsszavak:  mesterséges intelligencia,  oktatas, gépi  tanulas,
szdveghanyaszat, képanaltika, regresszio, klasszifikacio, klaszterezés

Abstract: Artificial intelligence has a longer history than many might suspect,
but nowadays it already holds indispensable technological possibilities for all
areas of life. Maintaining the competitiveness of prospective employees is a
common goal of universities and companies also. To this end, a course with a
practice-oriented approach was launched at the BBS Faculty of International
Management and Business. The aim of this study is to present a possible
structure of artificial intelligence education.

Keywords: artificial intelligence, education, machine learning, text mining,
image analytics, regression, classification, clustering

1. Bevezetés

Napjainkra a mesterséges intelligencia (MI) éatszovi egesz eletiinket,
mindenki hallott mar réla, akar alkalmazza is azt nap, mint nap, esetleg a
tudtan kival is.

Nagyvallalati partnereink tapasztalatai szerint, illetve a kozelmult eseményei
hatasara is erételjesebben beigazolddott, hogy a 2020-as évek meghatarozo
technologiai kozott szerepel a digitalis ellatasi lanc, Uzleti intelligencia,
mesterséges intelligencia és a kvantum szamitas is.

Mostanra az is beigazolddott, hogy a mesterséges intelligencia nem csupan
egy prioritast élvezd technoldgia, hanem egy sziikséges alkalmazési tertilet.
A jové munkavallaloi szamara elengedhetetlen tehat ezen technologiak,
modszerek,  eszkozok  rendszerszemléletii  ismerete,  alkalmazasi
lehetdségeinek atlatasa. F6 cél, hogy egy adott véllalati probléma megoldasa
céljabdl a leendé munkavallalo ki tudja valasztani a legmegfelelobb eszkozt,
maddszert, technikat.
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Digitélis vilag szekcid

Tobbek kozott a fentebb emlitett célrendszer miatt indult Gtjara a Budapesti
Gazdasagi Egyetem Kiilkereskedelmi Karan (BGE KKK) egy Uj, szabadon
valaszthat6 kurzus Mesterséges intelligencia a gyakorlatban néven.

Mivel a kurzus erbteljesen gyakorlatorientalt, igy az elméleti megalapozésa a
lehetd legkompaktabb mdodon zajlik egy 60 perces prezentacid formajaban.
A mesterséges intelligencia olyan eszkoz a keziinkben, mely segiti a
problémamegoldast, illetve dontéstdmogatast nyujt az ember szdmara.

Az elméleti bevezetoben elhangzik még a csoportositasi lehetdsége a
mesterséges intelligencianak Ggy, mint gyenge-erés Al, illetve a gépi tanulas
és mély tanulas kapcsolatéardl is szo6 esik. A gépi tanulds (Machine Learning -
ML) matematikai adatmodellekkel tanit be szamitdgépeket kdzvetlen
felligyelet nelkill. Ez a mesterséges intelligencia egy részhalmaza. A gépi
tanulas algoritmusokkal azonosit mintakat az adatokban, amelyekkel ezutan
adatmodellt készit, ¢és elorejelzéseket végez. A gépi tanulas eredményei az
adatok és a tapasztalat mennyiségének novekedésével egyre pontosabbak —
ahogyan az emberek is egyre igyesebbé valnak a gyakorlas altal.

A gépi tanulas rendkiviil konnyen alkalmazkodik kiilonboz6 helyzetekhez,
igy ideélis olyan forgatokdnyvekben, ahol az adatok folyamatosan valtoznak,
a kerés vagy feladat tipusa médosulhat, vagy egy megoldas kddolasa szinte
lehetetlen lenne.

A mély tanulds a gépi tanulas egy specidlis formaja, amely neuralis
haldzatokkal szolgaltat valaszokat. A mély tanulas képes egyedul pontossagot
mérni, az adatokat pedig az emberi agyhoz hasonldéan osztalyozza — igy a
1étezd legemberibb mesterséges intelligencidk miikodését is segiti.

Az MI a legjobb mddja annak, hogy munkara birjuk az adatainkat az
adatvezérelt vallalati kornyezetekben. 10-b6l 9 vallalat ralépett, vagy
hajlandé lenne ralépni az MI tamogatott Utra, azonban ehhez szamos
elofeltételnek kell megfelelni, de leginkabb egy tiszta adatokoszisztémanak
kell jelen lennie a vallalatnal. Sok esetben az MI bevezetésének folyamata
ezzel kezdédik, hogy az adatok szintjét rendbe kell rakni. Ezutan lehet csak
lefektetni, megteremteni az Ml-alapu analitikai alapokat. Celunk ezt
kovetden, hogy egy megbizhatd6 MI modellt épitsiink és skalazzunk,
folyamatosan monitorozva a miikodését és operacionalizalni. Mindezen
tevékenységekre elérhetdek a BGE hallgatdi szamara teljes IBM, illetve
Microsoft portfoliok is.

Az MI tehat segit jobban megérteni az Uzleti nyelvet, segit automatizalni a
munkafolyamatokat, bizalmat és bizonyos valoszinliséggel kiszamithatosagot
ad az adott lizleti folyamatban részt vevok szamara.

2. Az MI alkalmazasi teriletei

A kurzuson részt vevd hallgatokkal a kdvetkezd gépi tanuldsi problémakra
nézunk konkrét esettanulmanyokat:
e regresszid
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klasszifikacio
klaszterezés
anomalia detektalas
idésor analitika

o ...

Fontos, hogy a hallgatok tisztdban legyenek azzal, hogy egy gépi tanulasi
modell, melyet 6k maguk épitenek fel, milyen inputra milyen outputot (score)
tud szolgaltatni, és ennek az outputnak a megfeleld értelmezése (evaluation)
is elengedhetetlen.

Béarmelyik fent felsorolt probléma esetében tobbféle bemeneti adattipusrol is
beszélhetiink, melyek mindegyikérdl sz6 is lesz a kurzuson, és mindegyik
mas hozzaallast igényel a modell épitése soran:

szoveg —>szbvegbanyaszat, szoveganalitika

hang - hangbanyészat, hanganalitika

kép—>képfeldolgozas, képanalitika

numerikus adattipus

Az alkalmazott technologidkat illetden kovetjilk a vallalati életben 1is
alkalmazott eszkdzOket, mddszertanokat. A  kurzus  Oraszamanak
korlatossagabol kiindulva alapvet6en kodolasmentesen épitlink gépi tanulasi
modelleket, de felhivjuk a figyelmet arra is, hogy egy-egy felmerilt probléma
esetében sziikséges lehet a hatékonysadg nodvelése céljabol valamilyen
programozasi kornyezetet hasznalni (Java, Python...).

Mindezen szempontokat figyelembe véve a kovetkez6 rendszerek
hasznalatara fokuszalunk:

e RapidMiner

e IBM SPSS Modeler

e Microsoft Azure ML Studio

e egyeb kép-, hang- és szoveganalitikai rendszerek (Lobe,
https://www.saanketh.com/, ...)

Miel6tt megkezdjik sajat modelljeink épitését, szamos IBM és Microsoft
esettanulmanyt emlitink a hallgatdknak az élet szinte minden teruletét
felolelve, a rendszerszemlélet erdsitése gyanant (példaul hangalapo Al-
tamogatott chatbot épitése).

A gépi tanulasi modellt a kovetkezéképpen épitjiik fel:

e hozzaférés az adatmodellhez: lokalis betdltés, import, felhd...

e metaadatok megadasa

o adattisztitas: szerkezeti épség, hianyz6 adatok, anomaliak, outlier-ek,
eloszlasvizsgalatok ...

e feature selection: azon adatmezdk identifikalasa, melyek a
legnagyobb prediktori erdvel birnak a célmezd -eldrejelzését
(besorolasat) illetden

e split: megosztjuk az adathalmazt betanitasra és tesztelésre (esetleg
validalasra)

o megfelel6 modell (algoritmus) kivalasztasa
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modell hiperparaméterezése
modell betanitasa
modell tesztelése
modell kiértékelése: megfeleld kiértékelési metrikak szerint
web service épitése: a betanitott és validalt modellt elokészitjiik az ]
szituaciokban valo alkalmazasara
e web service deploy: a modellt "hadrendbe’ allitjuk, aza bevetjik uj,
éles kdrnyezetben
¢ modell monitorozasa: a modell miikdése bevetett allapotban eltérhet
a tesztelt modellétdl (példaul 0y, elore nem lathato hato tényezdk), igy
szukség lehet a modell tovabbi fejlesztésére. Itt vizsgaljuk azt is, hogy
a modell megbizhat¢ és atlathat6 dontéseket hozzon meg.
A kovetkezd fejezetekben néhany példat mutatunk a teljesség igénye nélkiil.

3. Regresszio

A regresszio a leggyakrabban hasznalt gepi tanulési technika, amely gyakran
all a tudomanyos felfedezések, az izleti tervezés és a tézsdei piacelemzések
hatterében. A regresszid egy egyszerli, gyakori és rendkiviill hasznos
adatelemzési technika, amelyet koznyelvben "trendvonal illesztésenek™
nevezlnk. A regresszid egy vagy tobb funkcio és egyetlen cimke kozotti
kapcsolat erdsségét azonositja. Egyszertisége, kiszamithatdé viselkedése,
eldrejelzési képessége €s magas szintli értelmezhetdsége azt jelenti, hogy ezt
a technikat a pénzligy, az uzleti, a tarsadalomtudomanyok, az epidemioldgia
és az orvostudomany tertletén hasznaljak [1].

Feladataink kozott szerepel példaul autd import regresszio, kereskedelmi
termék fogyasanak (igények) eldrejelzése, arak (lakas, autd, termék)
eldrejelzése.

136



Mesterséges intelligencia oktatasa a BGE KKK-n

=] -
Lakasok _ara_ossreteti.csv
4T :
-
7
Sgrm Edit Metadata
*®
—
i.mr- Clean Miszsing Data
»
{3 Filter Based Festure Selection
*
\
\\_‘
LA | Linzar Regression
-
& -
.I ‘\
\ \
\. v
~ = Split Data
~ o e
~ [ '3
~ J
= -
\\ — /
\ e
+ +
A Train Made
=
L 4
\
—~— /
|
¥ -

L4 | Scors Modzl

[@] Evaluate Mods
X

Forras: sajat készités
1.4bra Regresszios gépi tanulasi modell

Az 1. abran lathato egy regresszios feladat megoldasa, ahol a lakasok arat
kellett elore jelezni (megbecsiilni), szdmos input paraméter (régid,
kozbiztonsag, alapteriilet, parkolasi lehetdség...) felhasznalasaval.

A csomdpontok (node) sorrendje lathatoan jol koveti az el6zd fejezetben irt
épitése lépéseket.

A mar betanitott modell esetében lehetdséglink van arra, hogy megtekintsiik
a hozza tartoz6 elaszticitas egyenletet is (2. abra):
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Batch Linear Regressor Feature Weights
. Feats Weight
5e‘tt|ngs eature elg

Bias 515.511

Setting Value ) L ;
a piacrakeruléstdl az adas-

- . . 49292

Bias True vételig eltelt id6 (nap)

Regularization 0.001 kozlekedés -1.96632

Allow Unknown Levels  True eldasi &r (e Ft/m2) 1.27057

Random Number Seed tarsashaz allapota 1.04945
kozbiztonsag 0.781704
szérakozdhely 0.581684
telepuléstipus 0.537748
régio -0.51254
parkolas 0.413609
zai 0.384878

Forras: sajat készités
2.4bra Regresszios elaszticitas egyenlet

Tesztelés soran az adathalmaz jellemzGen 20 % - 30 % -at le szoktuk
valasztani, hogy ezen keresztiil szimulaljuk a modellnek az 0] szituaciot,
melyben helyt kell majd allnia. Ezen eredmény megtekintésére is van
lehetdségiink (3. abra):

- Median 730.3305
Min 75.0066
Max 2144.9395
Scored Labels Standard Deviation ~ 308.294
Unique Values 1911
Missing Values 0
Feature Type Numeric Score
.|||||.. 4 Visualizations
636.68082
Scored Labels
571792247 Histogram
756.897177
466.291724
£89.266665 000
567.068229 =
4000
290.802231
3500
459121779 =
g 3000
770126906 g 2500
308.747375 = o000
681.227652 1500
592.596161 1000
783664761 o0 I
N | -
1388.322412 4 P R R S . R
o or ot e AR R e o8 A
904373562 | ~ :

Scored Labels

Forréas: sajat készités

3.4bra Regresszio score
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Végll érdemes id6t szanni az adott probléma megoldasahoz tartozd
kiértékelési metrikakra, melyek regresszids feladat esetén leggyakrabban a
kovetkezok (4. abra):

A M

Mean Absolute Error 64.076915
Root Mean Squared Error 81.905072
Relative Absolute Error 0.255659
Relative Squared Error 0.0665

Coefficient of
e |<|_en ,o 0.9335
Determination

frequency

Forras: sajat készités
4.4bra Regresszids gépi tanulasi modell kiértékelése, metrikéak

Eles vallalati kérnyezetben gyakran eléfordul, hogy a regressziés modell
josdgat a Mean Absolute Error (MAE) metrikaval hatarozzak meg.
Esetlinkben példaul a target mez0 a lakas ardnak egy négyzetméterre jutd
értéke (Ft/m?). A 4. abran latszik, hogy a gépi tanulasi modell MAE értéke
64.076915, azaz a modellink atlagosan 64076,915 Forintot tévedett
lakasonként, ami a négyzetméter aréat illeti. Mindent egybevetve ez nem is
rossz eredmeny.

A bemutatott modell a Microsoft Azure ML Studio-ban késziilt, de hasonléan
clkészithet6 az IBM SPSS Modeler, illetve a RapidMiner node-alapu
fejlesztdi kornyezeteiben is. [2]

4. Klasszifikéacio

A masik gyakoribb gépi tanulasi feladat az osztalyozas (classification). Itt
elére adott egy kategoria-/osztalyhalmaz és a célunk, hogy felligylet gépi
tanulasi megkozelitésben olyan modellt/dontési szabalyokat tanuljunk a
tanité adatbazis alapjan, ami képes egy ismeretlen példat minél pontosabban
valamelyik osztalyba (class) sorolni (ugy is mondjuk, hogy ‘cimkézni' -
labeling).

Osztalyozasi feladat példaul a jol ismert macska vs. kutya feladat, ahol
képeket kell a {macska, kutya} két osztaly valamelyikébe besorolni. [3]
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Egy masik jol ismert feladat, amikor egy social media poszt szdveges
tartalmat kell érzelmi toltet szerint a {pozitiv, semleges, negativ} osztalyok
valamelyikébe vagy téma szerint (t6bb alkalmazés-specifikus osztaly)
besorolni. [3]

A klasszifikacios problémaknal is szamos kiilonb6z6 gépi tanulasi modellt
¢épitiink a hallgatokkal: tulélési elorejelzés, ligyfél lemorzsolodas, betegség
elorejelzése, ligyfél feliilértékesitési eldrejelzés, twitter szentiment analizis,
szbveg besorolasi probléméak (szoveganalitika), prediktiv karbantartas,
selejtdetektalas (képanalitika) ...

Klasszifikacids probléméak esetében hatékony algoritmusok szoktak lenni a
grafreprezentacioés algoritmusok (dontési fak, erd6k, dzsungelek), de
komplexebb probléma esetében neurélis halo, illetve Bayes-hald kiépitése is
javasolt lehet.

Ezekben az esetekben a leggyakrabban alkalmazott metrikak az un. konfuzios
matrix elemeibdl szamithatoak ki (5. abra):

True Positive  False Negative

271 1565

False Positive  True Negative
709 22455
Forras: sajat készités
5.4bra Binaris klasszifikaciohoz tartozo konfuzios matrix

Ekkor a kiilonboz6 aranyok kiszamitdsaval, illetve karakterisztikus gorbék
alkalmazasaval a kovetkez6 fontosabb metrikakhoz juthatunk (6. abra):

‘ 27; o ‘!’565 6969 [0.12777 “‘0‘.; O%11
e ass om0
Forréas: sajat készités
6.abra Binaris klasszifikaciohoz tartoz6 metrikak

A megfeleld kiértékelési metrika kulcsfontossagti egy gépi tanulasi
alkalmazas fejlesztésénél. Gondoljunk csak bele, ha olyan képosztalyozo6t
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fejlesztlink, ami réntgen képek alapjan probalja megmondani, hogy adott
betegségben szenved-e a paciens (binaris osztalyozési feladat), akkor nem
mindegy, hogy a preferalt rendszer a betegség osztaly pontossagat (akire
betegséget predikéalunk az tényleg legyen az) vagy fedését (ne veszitsiink el
beteg eseteket, nem baj, ha tévesen betegnek predikéaltak sz&ma nagyobb)
tekinti fontosabb szempontnak.

5. Klaszterezés

Talaljunk olyan csoportokat objektumok, adatok egy halmazéban, hogy az
egy csoportban 1év6 objektumok egymashoz hasonléak, mig a mas
csoportokban 1évok pedig kiilonbozdek.

A klaszterezés nem feliigyelt gépi tanuldsnak mindsiil, mert itt nem ismerjiik
az egyes egyedekre jellemz0 labelt.

L DistancesToClusterCenter  DistancesToClusterCenter  DistancesToClusterCenter
Assignments

no.0 na.1 no.2
1 1.000061 0.964622 1.027728
1 1191215 0.503935 1.0150865
2 031485 118886 0.520114
2 1017962 1.049648 0.87299
0 0.927989 1.043121 1.003872
1 1.005788 0.9532493 1.002045

Forras: sajat készités
7.4bra Klaszterezési gépi tanulasi modell eredménye

A 7. abran lathatjuk egy feladat végeredmenyét, ahol vallalatokat kellett
klaszterekbe sorolni, melyek esetében szdveges leiras volt megadva a
tevékenységiikrol.

6. Anomalia detektalas

Az adatbanyaszatban az anomaliak felderitése (angolul: anomaliak felderitése
vagy outlier detektalas) azon elemek, események vagy néhany megfigyelés
azonositasa, amelyek gyanut keltenek, és jelentdsen eltérnek a tobbség tobbi
adattdl.
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Példankban egy bank hitelkockazati elemzesét végeztiik el, melyben

azonositani probaltuk az outlier tigyfeleket (8. abra):

ROC
. Scored dataset
. Scored dataset to compare
&
¥ Col20 Label
=
1]
=
A202 1 1
A201 1 0
A201 1 0
A201 2 0
A201 1 0
A201 1 0
AT
False Positive Rate 20T ! 0
True Positive  False Negative Accuracy Precision Threshold enm— AuC
73 2 0.336 0.308 0.5 0.676
False Positive  True Negative Recal F1 Score
164 1 0.973 0.468
Pasitive Label Negative Label
Forras:

8.4bra Outlier detektalas eredményeinek dsszehasonlitasa

Scored
Probabilities

0.740453
0437279
0358428
0.379583
0.324948
0.339836

0.321041

sajéat készités

A 8. abran mutatjuk a két alkalmazott gépi tanulasi algoritmus (one-class
SVM, PCA-based) hatékonysaganak dsszehasonlitasat, illetve az outlier-ként
megjelolt tigyfeleket is (’Scored labels’ oszlopban az els6 ligyfél példaul 75

%-os valodsziniiséggel annak tekinthetd).

7. Idasor analitika

Az 1désorok meghatarozott id6kozonként egyenként mért adatok sorozatos

mintai. Az id6sor-elemzés célja, hogy feltarja ezekben az

adatokban

meghatarozott mintazatokat, hogy elére jelezze a jovobeli értékeket a

korabban megfigyeltek alapjan.

Egy kereskedelmi vallalat eladasi statisztikai alapjan néztiink meg néhany

modell 6sszehasonlitd elemzését (9. abra):
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ME RMSE MAE MPE MAPE MASE sMAPE
seasonal arima 20022193 © 327281250  277.071659  -2.304445 1032845 0916385 4989664
non seasonal arima -372174512 553416508 454515075 -15.792250 18203335 150326  7.990454
e seasonal anma & | 39 634257 287.938078 243495637 0284865 8932013 0805336 4420576
seasonal ets 99.200647 303149926 242013166 2874174 8514185 0800433 4521298
nen seasonal ets -343260082 532710593 437872678 14723818 7500862 1448217 7731356

Forras: sajat készités
9.4bra Id6sor analitikai ML modellek metrikainak 6sszehasonlitasa

A megfeleld gépi tanulasi algoritmus kivalasztasat kovetden lehetdség van a
modell alkalmazasara elOrejelzés, becslés céljabol.

8. Osszegzés

A tanulmanyban bemutattuk a mesterséges intelligencia oktatasi
lehet6ségének egy iranyvonalat.

A hallgatok a Kkurzus soran megismerkedhetnek azokkal a
problématipusokkal, melyekre hatékony valaszt tud nydjtani az MI. Tisztaban
vannak a gépi tanuldsi modellek belsé miikodésével, hiperparaméterezési
lehetdségeivel.

A hallgatdék hatékonyan tudnak adott probléma esetén megfeleld eszkozt
valasztani, illetve a kurzus megfeleld alapot nyujt a téma tovabbi
elmélyitésére, az érdeklodés felkeltésére.

Irodalomjegyzék

[1] https://www.inf.u-szeged.hu/~rfarkas/ML20/regression.html

[2] https://learn.microsoft.com/hu-hu/training/modules/understand-regression-machine-learning/1-
introduction

[3] https://www.inf.u-szeged.hu/~rfarkas/ML20/osztalyozas.html
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